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旋转机械故障诊断模型的泛化性能研究与改进
张晓锋，　郝如江，　夏晗铎，　段泽森，　程　旺

（石家庄铁道大学 机械工程学院，河北 石家庄　０５００４３）

　　摘要：泛化能力是机器学习的重要评价指标，由于现实中的工业应用中外部环境十分复杂，
在旋转机械工作时，其负载是不断变化的。如何使用一种负载下训练好的网络模型对另一种负

载的数据集进行故障诊断是目前众多学者的研究重点。针对网络模型训练与测试时的数据特

征分布不同来进行网络泛化性能的改进研究，通过改进网络模型的首层卷积核尺寸与随机失活

来加强网络特征提取能力，采用ＡｄａＢＮ优化算法使得网络模型在训练与测试时的参数进行调

整，提高网络的泛化能力。
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０　引言

旋转机械的负载变化在工作中很常见，在负载变化时传感器采集到的信号也会发生改变，使得信号

的特征分布变得 更 加 分 散。故 障 类 型 在 不 同 负 载 下 的 信 号 特 征 分 布 不 同，幅 值 大 小 与 周 期 波 动 也 不

同［１］，这样的特征分布问题会 使 网 络 模 型 在 故 障 分 类 时 产 生 分 类 误 差，影 响 网 络 模 型 的 故 障 诊 断 性 能。
而负载变化在工业条件下是不可避免的，所以优秀的故障诊断模型需要在负载不断变化的情况下也能够

保持良好的故障诊断性能［２］。这要求网络模型具有良好的泛化能力［３］，能够在不同负载造成的差异数据

集中保持优秀的学习能力与测试能力［４］。

１　网络结构改进

１．１　首层卷积核尺度

卷积神经网络的首层卷积核尺寸对网络的性能影响较大，因为振动信号是周期信号，每个输入到网

络的数据信号的相位值不同。首层卷积层相当于一组带通滤波器，滤波器的频带范围直观地影响故障特

征提取，所以神经网络对首层卷积层十分敏感。首层卷积核的尺寸越大，频带范围越大，此时提取的信号

特征较多，但是包含负载变化产生的冗余信息也多；首层卷积和尺寸越小，此时提取的信号特征较少，但

是包含的负载变化产生的冗余信息也少。所以为了寻求到最合适的首层卷积核尺寸，拟采用多种尺度大

小的首层卷积核来测试相同的实验数据，通过对比找到最适合变负载下齿轮箱故障诊断的首层卷积核尺

寸。选取１×３、１×９、１×６４、１×１２８、１×２５６、１×５１２共６种不同的首层卷积核尺寸。
使用美国凯斯西储大学（Ｃａｓｅ　Ｗｅｓｔｅｒｎ　Ｒｅｓｅｒｖｅ　Ｕｎｉｖｅｒｓｉｔｙ，ＣＷＲＵ）［５］的数据来验证不同负载下的

故障诊断准确率。数据负载分别为７５０、１　５００、２　２５０　Ｗ３种状态，每种状态都包含１０种故障类型。分别

在７５０、１　５００、２　２５０　Ｗ 以及无负载状态下测试上述６种首层卷积核尺度。为了形象直观，计算每种类型

卷积核的平均准确率，绘成柱状图，见图１。
可以发现当首层卷积核尺度为１×１２８的时候，平均故障分类准确率最高。说明在数据集下，此尺度

下提取的信号特征最为合适，因此，选用尺度为１×１２８作为改进网络首层卷积核尺度。
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图１　不同首层卷积核尺寸验证对比

１．２　随机失活

随机 失 活（Ｄｒｏｐｏｕｔ）是 Ｋｒｉｚｈｅｖｓｋｙ　ｅｔ　ａｌ［６］提

出的，在网络层数较深时，训练后会出现过拟合现

象，可以通过影响特征检测器来抑制过拟合现象。

Ｄｒｏｐｏｕｔ可以在 神 经 网 络 的 前 向 传 播 过 程 中，在

ｄｅｎｓｅ层之前使每个批次以一定的概率Ｐ来忽略

一部分特征检 测 器，让 某 个 神 经 元 的 激 活 值 以Ｐ
的概率停止 工 作，从 而 使 网 络 不 会 太 过 于 依 赖 某

些局部的特征，同时减少了网络的计算参量，使模

型泛化性更强［７］。
使用Ｄｒｏｐｏｕｔ的神经网络训练过程如图２所

示。首先，临时 随 机 删 除 网 络 中 一 定 数 目 的 隐 藏

(a)通常模型 (b)Dropout 模型

图２　网络模型对比

神经元，据Ｓｒｉｖａｓｔａｖａ　ｅｔ　ａｌ［８］所提出的理论与多次

实验论证，失活概率采用０．５。图２中虚线为临时

删除的神经元，同时输入输出的神经元保持不变；
然后，把输入ｘ通 过 随 机 失 活 后 的 网 络 进 行 前 向

传播，把得到 的 损 失 结 果 通 过 随 机 失 活 后 的 网 络

进行反向传 播，一 小 批 训 练 样 本 执 行 完 这 个 过 程

后，在没有被 删 除 的 神 经 元 上 按 照 随 机 梯 度 下 降

法更新对应的参数（ｗ，ｂ）；最 后，恢 复 被 删 掉 的 神

经元，此时被删除的神经元保持原样，而没有被删

除的神经元 已 经 有 所 更 新，不 断 更 新 没 有 被 删 除

的那一部分参数，删除的神经元参数保持不变；不断重复这一过程。

整个Ｄｒｏｐｏｕｔ过程就相当于对很多个不同的神经网络取平均，同时减少权重使得网络对丢失特定神

经元连接的鲁棒性也得到了提高，从而使得网络在整体上达到减少过拟合的目的。

１．３　测试分析

为了验证基于多尺度特征融合与深度残差收缩网络的泛化能力，现采用３种负载下的数据来进行训

练验证实验。具体操作为使用其中一种负载训练网络模型，将网络模型保存后对其余２种负载进行准确

率测试，以此来验证网络的泛化能力。使用负载为７５０　Ｗ 的数据集来训练网络模型，将模型保存后对负

载为１　５００、２　２５０　Ｗ 的数据集进行测试，将其准确率分别记录下来，然后依次进行负载为１　５００、２　２５０　Ｗ
的模型训练与之后的交叉测试。其测试结果如表１所示。

表１　泛化能力测试结果

训练集数据／Ｗ 测试集数据／Ｗ 识别准确率／％

７５０
１　５００　 ９７．４７

２　２５０　 ９１．７０

１　５００
７５０　 ９８．０６

２　２５０　 ９２．９４

２　２５０
７５０　 ８８．９０

１　５００　 ９３．７０

　　可以发现在２　２５０　Ｗ 数据集下训练的网络模型对７５０　Ｗ 数据集的故障识别正确率最低，为８８．９１％，

当使用１　５００　Ｗ 下数据集来训练网络模型时，对其余２种数据集进行故障识别，此时的故障识别准确率

最为稳定且精度较高。以上结果表明，改进网络的跨负载领域自适应能力很强，为适应多变的工作环境

提供了合理性。
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２　优化算法改进

网络模型在训练过程中，学习初期迭代很快，训练效果很好，而且没有发生训练变化异常等现象；结

合表１发现，虽然训练的模型故障诊断效果良好，但是在测试时的故障诊断准确率不太理想，为此使用数

据降维来分析此想象的具体原因并采用优化算法来增强泛化能力。

２．１　ｔ－ＳＮＥ数据降维

为了查出使用７５０　Ｗ 数据集训练模型来测试２　２５０　Ｗ 数据集与使用２　２５０　Ｗ 数据集训练模型来测

试７５０　Ｗ 数据集正确率偏低的原因，采用ｔ－ＳＮＥ［９］进行数据降维，ｔ－ＳＮＥ图中不同的颜色代表不同的故障

类型（见图３）。选用７５０　Ｗ 数据集训练模型来测试２　２５０　Ｗ 数据集来进行降维，其最后一层隐含层的分

类结果如图３（ａ）所示，可以发现在测试２　２５０　Ｗ 数据集有３种故障存在明显的混叠现象［１０］，因为此３种

故障分布具有相似性，使得网络模型在分类故障时造成错误分类，这是导致准确率较低的主要原因。而

训练网络模型过程中的降维分布如图３（ｂ）所示。
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图３　特征分布对比图

可以发现，网络模型虽然在７５０　Ｗ 训练数据集中具有良好的可分性，但是将模型应用到２　２５０　Ｗ 时

却发生少许的分布不一致现象，说明当训练模型的数据集与测试模型的数据集相差较大时会使得网络性

能下降，故障分类正确率受到影响。为此拟采用ＡｄａＢＮ算法来解决这一问题，提高网络的泛化能力。

２．２　ＡｄａＢＮ优化算法
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图４　ＡｄａＢＮ算法工作流程

ＡｄａＢＮ算法 是Ｌｕ　ｅｔ　ａｌ［１１］针 对 训 练 集

与 测 试 集 特 征 分 布 相 差 较 多 时 对 ＢＮ
（Ｂａｔｃｈ　Ｎｏｒｍａｌｉｚａｔｉｏｎ）进 行 改 进 的 一 种 算

法，以此 来 缓 解 神 经 网 络 性 能 退 化 这 一 问

题，一般用于 图 像 识 别 领 域［１２］。该 算 法 在

网络的每一次批量 归 一 化 过 程 中 将 训 练 集

（目标 域）在 ＢＮ 层 的 均 值 与 方 差 一 并 记

录，在遇 到 训 练 集 的 特 征 分 布 与 测 试 集 的

特征分 布 不 一 致 时，将 测 试 集 数 据 输 入 到

改进网 络 中，此 时 网 络 不 再 进 行 反 向 传 播

只进行正向传播。此 时 可 以 用 之 前 记 录 下

来的训练集方差与 均 值 来 代 替 测 试 集 在 进

行ＢＮ时的均值与方差，其 工 作 过 程 如 图４
所示。

在计 算 过 程 中，目 标 领 域 的 信 号ｐ，在

改进网络模型的ＢＮ层的第ｉ个神经元的表
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达为ｘ（ｉ）
ｔ （ｐ）∈ｘ（ｉ）ｔ ，其中，ｘ（ｉ）ｔ ＝ ｘ（ｉ）ｔ （１），…，ｘ（ｉ）ｔ （ｎ）｛ }；ｉ为目标领域内的每个神经元；ｐ为每个信号，计算

目标领域中所有的样本均值和方差，其计算公式为

μ
（ｉ）
ｔ ←Ｅ［ｘ（ｉ）ｔ ］ （１）

σ（ｉ）ｔ ← Ｖａｒ［ｘ（ｉ）ｔ■ ］ （２）
之后网络将参数输入到后续网络，其他参数不再变化，由此，神经网络可以使源领域与目标领域的特

征分布近似一致，从而达到缓解网络性能退化的目的，计算ＢＮ层的输出

�ｘ（ｉ）ｔ （ｐ）＝
ｘ（ｉ）ｔ （ｐ）－μ

（ｉ）
ｔ

σ（ｉ）ｔ
（３）

ｙ（ｉ）ｔ （ｐ）＝γ（ｉ）ｓ�ｘ（ｉ）
ｔ （ｐ）＋β

（ｉ）
ｓ （４）

在神经网络中添加ＡｄａＢＮ优化算法，重复实验，结果如表２所示。
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图５　实验测试结果图

表２　使用ＡｄａＢＮ优化算法测试结果

训练集数据／Ｗ 测试集数据／Ｗ 识别准确率／％

７５０
１　５００　 ９８．８７

２　２５０　 ９５．１０

１　５００
７５０　 ９８．３６

２　２５０　 ９６．１４

２　２５０
７５０　 ９３．９１

１　５００　 ９４．７０

　　其 中 在 负 载 为７５０　Ｗ 的 情 况 下 训 练 时 的 正

确率与损失的变化如图５所示。
可以发现使用ＡｄａＢＮ优化算法后，将训练集

在ＢＮ层的均值与方差代替测试集的均值与方差

时，通过不同负载下的交叉训练验证，表明此种改进能提高网络模型泛化能力。可以发现网络模型的故

障诊断正确率明显提高，在使用７５０、２　２５０　Ｗ 的数据集进行交叉训练与验证时正确率提升最为明显，正

确率分别上 升３．４％、５．０％。通 过 使 用 ＡｄａＢＮ优 化 算 法，可 以 使 网 络 模 型 在 训 练 时７５０　Ｗ 数 据 集 与

２　２５０　Ｗ数据集的特征分布基本吻合，故而模型可以很好地进行分类。综上所述，ＡｄａＢＮ优化算法可以

很好地提升网络在不同负载下的故障诊断性能，使得基于多尺度特征融合与残差收缩网络具有优良的泛

化能力。

３　结论

在凯斯西储大学的数据基础上进行测试之后得到以下结论：
（１）选择合适的首层卷积核的尺寸可以提高网络模型的故障诊断正确率，而且利用随机失活能够使

得网络模型的泛化能力得到很大提升，这对提升网络的故障诊断性能提供了支持。
（２）ＡｄａＢＮ优化算法可以很好地提升网络在不同负载下的故障诊断性能，使得网络模型具有优良的

泛化能力，实现了一种负载下训练好的网络模型对另一种负载的数据集进行故障诊断这一需求，满足在

不同负载下进行旋转机械的故障诊断研究。
（３）为了验证网络更广泛的适应能力，对网络模型及其算法参数进行改进，使其满足负载差距更大的

交叉验证诊断要求，同时探究网络在其他类型故障诊断的应用及改进。
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