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基于优化残差卷积网络的滚动轴承变工况故障诊断
段泽森，　郝如江，　张晓锋，　程　旺，　夏晗铎

（石家庄铁道大学 机械工程学院，河北 石家庄　０５００４３）

　　摘要：针对滚动轴承在实际运行环境中同时存在变负荷和变噪声的复合工况干扰而产生的

故障诊断效果不理想的问题，提出了一种用于滚动轴承变工况故障诊断的一维残差卷积神经网

络方法。将归一化后整理完的原始轴承振动信号输入到网络模型中，利用具有残差连接的多个

一维卷积层提取特征，再经过多个卷积池化，最后输入到Ｓｏｆｔｍａｘ层进行分类，输出轴承振动信

号的故障类型。将所提方法与一维卷积神经网络（ＣＮＮ）、ＬｅＮｅｔ－５和ＡｌｅｘＮｅｔ几个经典模型进

行对比分析，结果表明，本文方法在变噪声实验和变负荷实验中的平均准确率分别为９４．１６％和

９５．３１％，均高于其他经典神经网路，具有较强的抗噪性和泛化性能力。
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０　引言

滚动轴承存在磨损等问题，导致各种故障的出现，很有可能会出现安全事故［１］。由于滚动轴承常被

应用于变噪声和变负载共存的复合变工况中，经常出现收集到的故障信号被淹没的现象，进而导致故障

的发生，使得机械设备发生非常严重的损坏［２］。因此，对复合变工况下滚动轴承运行状态的实时监测和

故障诊断方法非常有理论意义和应用价值。
近些年，深度学习变得越来越热门，其算法成为人们广泛学习的对象，它利用深度网络结构对输入样

本进行深层次、更全面特征提取，再经过每一层非线性激活函数实现特征的自动提取，克服了传统方法的

缺陷［３－４］。利用深度学习在复杂多变的工况下对滚动轴承进行提取特征及故障识别，是未来发展的趋势，
目的在于在众多干扰因素和振动信息共存情况下，能进行有效的特征提取和识别，是考验故障诊断模型

稳定性的有效方法［５］。文献［６］使用改进残差网络对变工况下的滚动轴承进行故障诊断，该网络稳定性

较好；文献［７］使用自适应一维卷积神经网络对滚动轴承进行故障诊断，该网络模型直接利用原始信号进

行处理，最后的故障识别率达到了９９％以上。但是，这些方法在模型结构与参数选择上并不是最优，这使

得在处理复合变工况数据时没有较好的抗噪性和泛化性能。因此，提出了一种一维卷积与残差连接的优
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图１　一维卷积神经网络示意图

化模型，致 力 于 在 复 杂 工 况 下 保 持 良 好 的 稳 定

性，使得故障诊断更加精准。

１　理论基础

１．１　一维卷积神经网络

一维卷 积 神 经 网 络 主 要 由 多 个 卷 积 池 化

层、全连接层组成［８］，如图１所示。
卷积层主 要 是 进 行 局 部 特 征 提 取；池 化 层
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是通过对输入进来的特征信息进行降维、对特征进行压缩处理等；全连接层是把一个个深度处理过的局

部特征进行整合，然后输入到分类器中［９］。
一维卷积公式为

Ｚｌ＋１ ＝ Ｚｌ　ｗｌ＋１［ ］＋ｂ＝∑
ｆ

ｘ＝１
Ｚｌｋ（ｓ０＋ｘ）ｗｌ＋１ｋ （ｘ）［ ］＋ｂ （１）
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图２　残差块示意图

式中，Ｚｌ、Ｚｌ＋１分别为ｌ＋１层的卷积输入、输出；ｂ为偏差量；ｗｌ＋１ｋ 为第ｌ＋１
层对应节点的权重；ｆ、ｓ０ 分别为卷积层的卷积核大小和卷积步长［１０］。

１．２　残差连接

残差神经网络（ＲｅｓＮｅｔ）的核心思想是引入残差模块来进行残差学习。
残差块结构如图２所示，残差学习的定义为

ｙ＝Ｆ　ｘ，Ｗｉ｛ ｝（ ）＋ｘ （２）
式中，ｘ、ｙ分别为模块的输入、输出；Ｆ为将要学习 的 残 差 映 射；Ｗｉ 为 模 块

参数［１１］。

２　一维残差卷积神经网络模型设计

针对滚动轴承在实际运行过程中由于变噪声、变负荷的复合工况的干扰和有效样本不足导致的故障
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图３　一维残差卷积神经网络模型

诊断准 确 率 低、泛 化 性 能 弱、抗 噪 能 力 差 的 问

题，提出了一维残差卷积神经网络方法，如图３
所示。其过程为：（１）一维滚动轴承振动数据输

入网络输 入 层 进 行 归 一 化 预 处 理。（２）特 征 提

取部分。经过卷积输出分成２部分：一部分保存

为ｉｄｅｎｔｉｔｙ；另一部分继续输入到 残 差 部 分。残

差部分采用了２个残差块组成，适量的残差块不

仅能提高深度挖掘复合变工况中的有效特征信

息能力，还 能 避 免 在 训 练 过 程 中 出 现 过 拟 合 现

象，每个残差块由多个ＢＮ层ＲｅＬＵ激活函数和

一维卷积层组成，使用多个ＢＮ层不仅能替代池

化层，还能改 善 梯 度 消 失 问 题；加 入 多 个ＲｅＬＵ
激活函数能够加强池化层对故障特征信息的提

取能力。２个 残 差 块 并 进 行２次 跳 跃 连 接 构 成

整个残差连接部分。得到的结果再经过深层处

理，最终得到提取的特征。（３）经过Ｄｒｏｐｏｕｔ层、
扁 平 层“压 平”，然 后 通 过 全 连 接 层 和Ｓｏｆｔｍａｘ
层进行分类。

３　实验仿真和结果分析

３．１　无负载噪声实验数据与设置

实 验 数 据 来 自 美 国 凯 斯 西 储 大 学 的

ＳＫＦ６２０５深沟球轴 承 实 验 台，负 载 为０，转 速 为

１　７９７　ｒ／ｍｉｎ。以１２　ｋＨｚ频率采样，人为在内圈、外圈以及滚动体加工出不同程度的磨损，数据每个样本

长度为３　０００，共采用５　０００个样本，根据不同的选取比例，其中训练集、测试集、验证集分别选取的数量为

３　０００、１　２５０、７５０。表１所示为１０种工况，其中包括１种健康、９种轴承故障类型。实验所用网络结构设

置如表２所示。
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表１　滚动轴承１０种故障类型

状态描述 标签

正常轴承 ０
内圈轻度磨损 １
内圈中度磨损 ２
内圈重度磨损 ３
外圈轻度磨损 ４
外圈中度磨损 ５
外圈重度磨损 ６
滚动体轻度磨损 ７
滚动体中度磨损 ８
滚动体重度磨损 ９

表２　参数设置

参数名称 参数值

卷积层数 １１
池化层数 ４
卷积核大小 １
池化尺寸 ８
优化器 Ａｄａｍ
优化器学习率 ０．０００　５
批处理个数 ２５６
迭代次数 ４００
Ｄｒｏｐｏｕｔ层 ０．５
Ｓｏｆｔｍａｘ层 １０

３．２　无负载和无噪声实验结果及分析

经过多次实验结果如图４所示，准确率、损失率和预测准确量分别如图４（ａ）、图４（ｂ）和图４（ｃ）。本

文提出的模型利用１　２５０个测试样本得出的准确率为９９％，损失率近乎于０．２。最后，图４（ｃ）为预测准确

量的结果，其中轻度外圈故障、重度的滚动体故障检测出错误，其他故障均能准确识别出来。
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图４　实验结果

３．３　变工况实验数据与设置

在３．１节实验数据与结 构 设 置 的 基 础 上，利 用 不 同 电 机 转 速，选 取 对 应 的 负 荷 数 据 分 别 为０、７５０、

１　５００、２　２５０　Ｗ。分别在样本中添加不同负荷和不同强度的信噪比（ＳＮＲ）作为变负荷测试样本和变噪声

测试样本。变工况数据的具体分类如表３所示。
表３　变工况数据

负荷／Ｗ 训练样本数 变负荷／Ｗ
测试样本数

变负荷 变噪声

７５０　 １　２５０

０　 ３　０００　 １　５００　 １　２５０　 １　２５０

２　２５０　 １　２５０

０　 １　２５０

７５０　 ３　０００　 １　５００　 １　２５０　 １　２５０

２　２５０　 １　２５０

０　 １　２５０

１　５００　 ３　０００　 ７５０　 １　２５０　 １　２５０

２　２５０　 １　２５０

０　 １　２５０

２　２５０　 ３　０００　 ７５０　 １　２５０　 １　２５０

１　５００　 １　２５０
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３．４　变工况实验结果及分析

３．４．１　变噪声工况故障诊断结果

滚动轴承运转过程中，零件振动以及相互摩擦会产生噪声，严重影响到轴承的运行状态。以１　５００Ｗ
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图５　不同信噪比与不同模型准确率对比

负荷下滚动轴承数据样本作为训练样本和测试样本。通

过加入不同程度的高斯白噪声，得到信噪比为－１０、－８、

－５、－３、３、５、１０　ｄＢ的 变 噪 声 测 试 样 本，以 检 测 每 种 方

法的抗噪性，为了客观比较方法的优劣，对比实验依次使

用了 ＡｌｅｘＮｅｔ、ＬｅＮｅｔ－５、一 维ＣＮＮ和 本 文 方 法 进 行 对

比，以上４种模 型 在 不 同 噪 声 强 度 下 的 对 比 结 果 如 图５
所示。

根据图５所得，随着样本信噪比的降低，分类准确率结果明显下降，当测试样本的信噪比为－１０　ｄＢ，
噪声强度较 强 的 情 况 下，本 文 方 法 的 精 度 最 高，达 到 了７８．６３％，ＬｅＮｅｔ－５方 法 精 度 为７２．３４％，而 一 维

ＣＮＮ、ＡｌｅｘＮｅｔ方法的精度均低于６０％。当样本的信噪比大于－３　ｄＢ时，本文方法、ＬｅＮｅｔ－５的方法能达

到较高的精度。以上表明，与３种模型相比，本文方法具有更好的精度和更出色的抗噪声稳定性。

３．４．２　变负荷工况故障诊断结果

本文方法
CNN

LeNet-5
AlexNet

0-1 0-2 0-3 1-0 1-2 1-3 2-0 2-1 2-3 3-0 3-1 3-2

100
90
80
70
60
50
40
30
20
10
0

准
确
率
/%

实验编号

图６　不同方法的变负荷故障诊断结果

滚动轴承的载荷不可避免地会发生变化，
因此故障诊断方法必须具有良好的泛化能力。
因此，实验是在变负荷的条件下进行 的，并 与

ＡｌｅｘＮｅｔ、ＬｅＮｅｔ－５、一 维ＣＮＮ故 障 诊 断 方 法

进行了比较。负荷变化是指在０、７５０、１　５００、

２　２５０　Ｗ 这４种 不 同 的 负 荷 数 据 中，用０－１、

０－２和０－３分别表示在０负荷下的数据作为训

练样本，以７５０、１　５００、２　２５０　Ｗ 负荷下的数据

作为测试样本３组实验编号，其他实验组编号

同理。不同方法的变负荷故障诊断结果如图６所示。
由图６可见，本文方法的故障准确率平均达到９５．３１％，均高于其他方法。这是因为带跳跃连接线的

残差块通过构造跳跃线使得残差块增加了学习过程，通过多个卷积池化的深层处理，能够多层次和更全

面挖掘特征信息。本文方法在变负荷工况条件下有较好的适应性和泛化能力。

３．４．３　复合工况故障诊断结果

设置变噪声、变负荷共存的复合工况环境，并与一维ＣＮＮ方法比较，结果如图７所示。从图７（ａ）可

得，一维ＣＮＮ方法在３种不同噪声下，故障诊断准确率平均值最高为７７．２３％，最低为６４．３６％；从图７
（ｂ）可得，本文方法在３种较强噪声干扰下，故障诊断准确率平均值最高为９２．３２％，最低为８６．７３％。由

此可得，本文方法的故障诊断准确率更高且平稳。
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图７　不同方法的变工况故障诊断结果
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４　结论

本文方法在滚动轴承运行环境中变负荷和变噪声同时存在的复合工况下进行实验，得到以下结论：
（１）基于一维残差神经网络能够有效地提取轴承故障特征，其中带跳跃连接线的残差块和多个卷积

池化，能极大提高模型的学习效率并高效率提取特征信息。
（２）在变噪声工况条件下，本文方法的平均故障诊断率均高于其他对比方法。在变负荷工况条件下，

本文方法在每一组负荷变化实验的故障诊断准确率均高于其他方法，在２－３组变负荷实验中的准确率最

高。在复合工况条件下，本文方法的故障诊断准确率平均值更高。
（３）本文提出的故障诊断模型中各个参数的选取会不同程度地影响诊断结果，而且人工调试参数有

些繁杂，后续的研究重点是建立自适应的故障诊断模型，优化确定参数，进一步提升诊断准确率。
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