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　　摘要：针对复杂工况与海量监测数据下滚动轴承难以进行故障诊断的问题，提出了一种基

于稀疏编码和极限学习机（ＥＬＭ）的滚动轴承故障模式识别方法。首先，利用Ｋ－ＳＶＤ方法对海

量数据样本学习得到自适应原子字典，在此基础上使用正交匹配追踪（ＯＭＰ）算 法 进 行 稀 疏 编

码；然后，构建基于数据驱动的ＥＬＭ网络模型，将稀疏编码输入ＥＬＭ模型；最后，通过模型输出

实现了对滚动轴承的不同故障类型及不同故障程度的智能识别。通过实际实验分析，验证了所

提方法的有效性，与传统的时、频域指标和主成分分析（ＰＣＡ）为输入的ＥＬＭ 模型进行了对比，
并对比分析了ＢＰ神经网络、支持向量机（ＳＶＭ）模型，证实了所提方法具有更好的诊断正确率

和可靠性。
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０　引言

滚动轴承作为旋转机械中的核心组件，其状况直接影响了机械整体的正常运行。在旋转机械的各类

故障中，滚动轴承故障约占３０％，对滚动轴承的运行状态进行准确识别，能够及时发现轴承故障以制定维

修计划，保证机器的正常运行。同时由于旋转机械运转过程中时刻产生着海量监测数据，给故障诊断带

来了诸多挑战，传统的支持向量机（ＳＶＭ）、ＢＰ神经网络等方法由于或多或少存在一些缺陷［１－２］，限制了其

实际应用。
极限学习机（Ｅｘｔｒｅｍｅ　Ｌｅａｒｎｉｎｇ　Ｍａｃｈｉｎｅ，ＥＬＭ）作为一种新型神经网络学习方法，相比其他神经网络

方法拥有更快的学习速度和泛化性能，已成功应用于多个研究领域［３－９］：Ｃａｏ　ｅｔ　ａｌ［３］基于ＥＬＭ和稀疏表示

分类算法提出了一种用于图像分类的混合分类器；Ｚｈａｎｇ　ｅｔ　ａｌ［４］提出了一种基于极限学习机的去噪自动

编码器，并将流形正则化框架引入其中，提高了图像的识别性能；林怡等［５］利用鱼群寻优算法优化极限学

习机的正则化参数 和 核 参 数，增 强 了 遥 感 影 像 分 类 的 准 确 度。上 述 研 究 均 取 得 了 较 好 的 结 果，证 实 了

ＥＬＭ方法具有良好的工 程 应 用 前 景。与 此 同 时，ＥＬＭ 方 法 在 机 械 设 备 故 障 研 究 中 也 得 到 了 较 好 的 应

用：Ｌｉ　ｅｔ　ａｌ［６］提出一种稀疏与邻域保持深层极限学习机算法，成功用于旋转机械的故障诊断；皮骏等［７］基

于改进遗传算法优化极限学习机网络，将其应用于滚动轴承故障诊断；郑近德等［８］提出了一种基于极限

学习机的变量预测模型用于滚动轴承的劣化状态识别；裘日辉等［９］基于ＰＣＡ和极限学习机提出了单分

类算法，获得了较高的分类准确率。这些方法虽然具有积极的借鉴意义，但由于ＥＬＭ 模型中输入权值和

阈值是随机生成的，有可能导致病态问题的出现［１０］，因此在ＥＬＭ 特征向量输入方面仍需要进行进一步
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的研究。
基于上述分析，以极限学习机的模型输入为出发点，讨论了一种新型模型输入的极限学习机并应用

于故障模式识别。该方法首先通过Ｋ－Ｓｉｎｇｕｌａｒ　Ｖａｌｕｅ　Ｄｅｃｏｍｐｏｓｉｔｉｏｎ（Ｋ－ＳＶＤ）方法提取样本数据的自适

应字典，基于该字典使用正交匹配追踪（ＯＭＰ）对样本数据进行稀疏编码，将稀疏编码作为模型输入。通

过美国西储大学发布的１０类滚动轴承故障数据测试，该方法在多种不同故障类型以及不同故障程度识

图１　极限学习机结构图

别中具有较好的诊断正确率和可靠性。

１　极限学习机模型

极限学习机具有和传统单隐层神经网络相 同 的 网

络结构［１１］，但其 输 出 权 值 矩 阵 根 据 最 小 范 数 最 小 二 乘

解理论一部求解得出，所以具有更快的训练速度。
极限学习机的结构见图１，设有Ｎ 个训练样本（Ｘ，

Ｔ），Ｘ＝［ｘ１，ｘ２，…，ｘＮ］，Ｔ＝［ｔ１，ｔ２，…，ｔＮ］，则 模 型 的

输出可表示为

Ｑｉ＝∑
Ｍ

ｍ＝１
βｍＧ（ｗｍ，ｂｍ，ｘｉ），　ｉ＝１，２，…，Ｎ （１）

式中，Ｍ 为隐藏节点个数；ｗｍ、ｂｍ 分别为随机给定的隐藏节点的输入权重和偏置；βｍ 为输出权重；Ｇ为隐

含层的激活函数，文献［４］给出了几种常用的激活函数。式（１）还可以改写成如下矩阵形式

Ｏ＝Ｈβ （２）
式中，Ｈ＝Ｇ（ｗｘ＋ｂ）为隐含层输出矩阵，ＥＬＭ的训练目标为

‖Ｔ－Ｈβ‖＝０ （３）
隐含层的输出权值

β＝Ｈ＋Ｔ＝（ＨＴＨ）－１　ＨＴＴ （４）

式中，Ｈ＋ 表示Ｈ的 Ｍｏｏｒｅ－Ｐｅｎｒｏｓｅ广义逆。

由此可见，ＥＬＭ模型免去了传统算法中的参数设置以及迭代计算过程，计算更加简便，极大地提高

了网络构建的速度。本文使用ＥＬＭ分类模型［１２］用于故障模式识别。

２　模型输入

实际工程振动信号数量巨大，并且包含大量背景噪声，若直接作为模型输入进行诊断，不仅诊断准确

率得不到保障，而且严重降低诊断效率，所以有必要对数据进行消噪与降维处理。

２．１　改进型Ｋ－ＳＶＤ算法

Ｋ－ＳＶＤ字典学习算法以稀疏编码－字典更新的循环迭代方式来对样本信号进行学习，相比传统字典

拥有更好的自适应能力，对信号的表示也更稀疏。同时为提高学习速度，采用改进型Ｋ－ＳＶＤ算法［１３］，其

具体过程如下：
（１）给定学习样本Ｙｍ×ｎ，设定Ｋ－ＳＶＤ算法参数：迭代次数Ｊ，迭代过程中ＯＭＰ算法的稀疏度为Ｌ并

初始化字典Ｄｍ×Ｋ，字典原子数目为Ｋ。
（２）利用ＯＭＰ算法求解系数矩阵ＷＫ×ｎ。
（３）随机排列字典原子序号，记为ｒｐｅｒｍ，初始化计数器ｊ＝１。

（４）令ｈ＝ｒｐｅｒｍ（ｊ），找出系数矩阵Ｗ 第ｈ行中不为零的元素，记录其位置Ｉｈ＝ α｜Ｗ（ｈ，α）≠０｛ ｝｜ 。
（５）若集合Ｉ为空，则计算误差矩阵Ｅ＝Ｙ－ＤＷ，并记录其最大误差所在列ｉ，将数据集的第ｉ列归一

化作为字典的第ｈ个原子，Ｄ（ｈ）＝Ｙ（ｉ）／‖Ｙ（ｉ）‖２；若集合Ｉ不为空，则根据集合中元素得到新系数矩阵

ＷＴ＝（ｋ，α），（ｋ＝１，２，…，Ｋ；α∈Ｉｈ），并找到对应的数据列计算误差Ｅ＝Ｙ（α）－ＤＷＴ，（α∈Ｉｈ），对误差奇异

值分解得到左特征向量ｐ、特征值ｓ、右特征向量ｄ，更新Ｄ（ｈ）＝ｄ，Ｗ（ｈ，α）＝ｓｐＴ，（α∈Ｉｈ）。
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（６）更新计数器ｊ＝ｊ＋１，返回步骤（４），当ｊ＝Ｋ 时停止。
（７）更新迭代次数返回步骤（３）直至算法结束。
改进后的算法只根据系数 矩 阵 中 不 为 零 元 素 的 位 置 对 其 部 分 字 典 基 进 行 奇 异 值 分 解，加 快 了 计 算

效率［１４］。

２．２　稀疏编码

利用Ｋ－ＳＶＤ学习算法学习得到的字典较其他字典稀疏性更好，能够以较少的系数准确表示数据的

稀疏特征，可以对海量运行监测数据进行有效地压缩。相比时域样本信号，频域信号可以有效消除相同

类型样本之间故障冲击时移的影响，故障模式识别的鲁棒性更好。因此，采用其频域数据进行处理。
利用Ｋ－ＳＶＤ算法求取ＥＬＭ模型输入的过程如下：①将数据库中所有数据进行频域转换，得到其频

域数据；②将频域数据库分为数据集１与数据集２，使其２个数据集都均匀包含每种故障类型；③将数据

集１作为Ｋ－ＳＶＤ算法的样本数据学习得到字典Ｄ；④基于该字典使用ＯＭＰ算法［１５］分别求取数据集１和

数据集２的稀疏系数矩阵作为训练集和测试集，根据故障类型赋予其标签，得到ＥＬＭ的模型输入。

３　试验分析

为了说明此种模型输入的有效性与优越性，将此模型应用于实例分析。采用西储大学发布的轴承振

动数据进行分析［１６－１７］，选取其中１０种故障类型的数据用于故障模式识别，并与其他模型输入方式结果进

行对比。另外２种模型输入方式为：多种时、频域指标和ＰＣＡ融合的特征指标，在同样的训练样本和测

试样本基础上，从网络的诊断正确率、隐含层激活函数和神经元个数多个方面进行综合分析。同时为说

明ＥＬＭ模型的优越性，对比分析了以稀疏编码为输入的ＢＰ神经网络、ＳＶＭ模型。
原始数据的具体信 息 见 表１，该 数 据 由 轴 承 支 座 上 放 置 的 加 速 度 传 感 器 采 集 得 到，采 样 频 率 为１２

ｋＨｚ。将单点损伤直径为０．１７７　８　ｍｍ的损伤定为一级损伤，单点损伤直径为０．３５５　６　ｍｍ的损伤定为二

级损伤，单点损伤直径为０．５３３　４　ｍｍ的损伤定为三级损伤，并将其采集得到的数据不重叠地划分为１１８
个，每个样本包含１　０２４个数据点，随机划分每种故障类型的样本组成训练样本和测试样本，样本间互不

重复，训练样本包含每种故障类型７０个，测试样本包含每种故障类型４８个。
表１　数据信息

故障类型 损伤程度／ｍｍ 样本长度 样本数 测试集样本编号 标签

内圈故障一 ０．１７７　８　 １　０２４　 １１８　 １～４８　 １

内圈故障二 ０．３５５　６　 １　０２４　 １１８　 ４９～９６　 ２

内圈故障三 ０．５３３　４　 １　０２４　 １１８　 ９７～１４４　 ３

滚动体故障一 ０．１７７　８　 １　０２４　 １１８　 １４５～１９２　 ４

滚动体故障二 ０．３５５　６　 １　０２４　 １１８　 １９３～２４０　 ５

滚动体故障三 ０．５３３　４　 １　０２４　 １１８　 ２４１～２８８　 ６

外圈故障一 ０．１７７　８　 １　０２４　 １１８　 ２８９～３３６　 ７

外圈故障二 ０．３５５　６　 １　０２４　 １１８　 ３３７～３８４　 ８

外圈故障三 ０．５３３　４　 １　０２４　 １１８　 ３８５～４３２　 ９

正常 ０　 １　０２４　 １１８　 ４３３～４８０　 １０

　　采用稀疏编码的方式对数据进行处理，首先对全部数据进行频域转换，使用训练样本作为Ｋ－ＳＶＤ算

法的学习样本，过程中，字典原子个数Ｋ 设置为１０，算法过程中ＯＭＰ稀疏度Ｌ为５，迭代次数Ｊ为５。使

用学习到的字典对全部频域数据进行稀疏编码，将每个样本数据的稀疏系数向量代替其样本作为ＥＬＭ
模型的输入。同时计算每个样本的时域、频域指标以及将时、频域指标进行ＰＣＡ融合后的特征构建了其

他２种模型输入。其中，时域指标选取为：最大值、均值、均方根值、方差、偏度、峭度、波形指标、脉 冲 指

标；频域指标选取为：频率均值、频率标准差、频率均方根以及频谱峭度共１２个指标；ＰＣＡ融合后选择其
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前６个主元作为模型输入。

３种模型输入的测试集诊断结果如表２所示，其中固定神经元数量为４０，为消除随机因素影响，每种

模型输入计算３０次。
表２　测试集诊断结果

激活函数 模型输入 平均正确率／％ 正确率标准差／％

稀疏编码 ９８．４２　 ０．６４

Ｓｉｎ　 ＰＣＡ主元 ８４．５６　 １．５５

时、频域指标 ６４．３１　 ４．２１

稀疏编码 ９８．５７　 ０．２９

Ｓｉｇｍｏｉｄ　 ＰＣＡ主元 ９０．７６　 ０．７２

时、频域指标 ８１．８８　 ２．２５

稀疏编码 ６４．６９　 １１．４９

Ｈａｒｄｌｉｍ　 ＰＣＡ主元 ６０．５１　 ５．５７

时、频域指标 ５２．８１　 ５．１２

　　从表２可以看出，稀疏编码为输入的诊断模型在３种激活函数下都取得了最高的平均正确率，以Ｓｉｇ－
ｍｏｉｄ函数为激活函数时，其正确率最高，为９８．５７％，标准差也较小，仅为０．２９％，诊断结果最为稳定。此

外，以Ｓｉｇｍｏｉｄ函数为激活函数时，３种模型输入均取得了最高的平均正确率和最低的正确率标准差，相

比于其他激活函数，此函数具有更强的鲁棒性。因此，基于Ｓｉｇｍｏｉｄ函数分析隐含层神经元数量对测试集

诊断结果的影响。
极限学习机的隐含神经元数量不仅影响模型的诊断正确率，还关系到模型的计算时间。较少的神经

元不能有效提取数据特征，过多的神经元则会造成数据冗余，同时增加计算负担。基于Ｓｉｇｍｏｉｄ函数分析

神经元数量对测试集诊断结果的影响，在１～４００每种神经元个数下计算３种模型输入诊断结果３０次，其
平均正确率结果如图２所示，正确率标准差如图３所示。由图２、图３可知，３种模型输入的诊断正确率随

神经元个数的增加都呈先增加后下降的趋势，ＰＣＡ主元作为模型输入的平均正确率较时、频域指标略高，
但这２种模型输入的诊断平均正确率在其稳定区域（即随神经元个数增加、平均正确率未出现明显下降

的区域）均低于以稀疏编码为输入的模型。并且在较宽的神经元个数范围内（２０～２００），以稀疏编码为输

入的模型诊断平均正确率均稳定在９８％以上，标准差稳定在１％以下，可见该诊断模型不仅具有较高的正

确率，稳定性也较好。

图２　平均正确率分析 图３　标准差分析

　　以Ｓｉｇｍｏｉｄ函数为激活函数、隐含层神经元数量为１００时，３种模型输入的诊断结果分别见图４～图

６。稀疏编码为输入时，仅有１个样本诊断错误，明显低于其他２种输入的模型，诊断效果非常明显。
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图４　稀疏编码为输入的诊断结果
图５　ＰＣＡ主元为输入的诊断结果

图６　时、频域指标为输入的诊断结果

　　将稀疏编码作为输入，采用ＢＰ神经网络、ＳＶＭ 模型进

行故障模式识别。不断调整２种方法参数，确定其最优参数

如下：ＢＰ神经网络隐含层神经元数量为１０，学习率为０．１，最
高迭代次 数 为１０　０００，隐 含 层 激 励 函 数 为“Ｓｉｇｍｏｉｄ”；ＳＶＭ
核函数类型为“ｌｉｎｅａｒ”。ＥＬＭ 模 型 的 隐 含 层 神 经 元 数 量 为

１００，激活函数为“Ｓｉｇｍｏｉｄ”。３种模型每 种 模 型 计 算３０次，
测试集诊断结 果 见 表３。测 试 平 台 计 算 机 的 配 置 为：ＣＰＵ
是 酷 睿ｉ５－４２１０（２．４　ＧＨｚ），８　Ｇ 内 存，Ｍａｔｌａｂ软 件 版 本

为Ｒ２０１６ａ。

表３　测试集诊断结果

诊断方法 最高正确率／％ 平均正确率／％ 平均计算时间／ｓ

ＥＬＭ　 ９９．７９　 ９９．５６　 ０．２１５　６

ＳＶＭ　 ９７．９２　 ９７．９２　 ２８．８５２　２

ＢＰ神经网络 ８２．６３　 ７３．６３　 １０９．９２７　７

　　从表３的诊断结果可以看出，以稀疏编码为输入的ＥＬＭ模型不仅具有极高的正确率，同时计算时间

相对最短，满足实际工程应用需要。相比传统的ＢＰ神经网络、ＳＶＭ 等方法，ＥＬＭ 建立能反映特征值之

间复杂关系的非线性高斯函数模型，进而准确反映不同特征值之间复杂关系，可以对待测样本进行更加

准确的样本识别。

４　结论

（１）提出了以稀疏编码为输入的ＥＬＭ诊断模型，将其应用于１０种不同类型、不同程度滚动轴承故障

进行模式识别，并与其他２种输入的ＥＬＭ模型、ＢＰ神经网络、ＳＶＭ模型对比。结果表明，以稀疏编码为

输入的ＥＬＭ模型诊断正确率更高，稳定性也较好，并且模型保持了ＥＬＭ计算速度快的优点。
（２）隐含层激活函数为Ｓｉｇｍｏｉｄ、神经元数量为２０～２００时，以稀疏编码为输入的ＥＬＭ诊断模型平均

正确率稳定在９８％以上，标准差稳定在１％以下，较强的诊断性能使其更适用于设备故障诊断。
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